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Resumo Informações sobre o artigo 

Redes Neurais Artificiais te m ganhado notoriedade na aproximaça o de 
funço es uni e multivariadas em virtude a alta capacidade aproximativa 
desse tipo de modelo. Neste artigo e  apresentada uma descriça o dos    
modelos de regressa o baseados em redes neurais juntamente com os   
algoritmos comumente usados para otimiza -los. A performance deste tipo 
de modelo e  exemplificada atrave s da aproximaça o de uma funça o univa-
riada que relaciona a fraça o em mol na fase lí quida de um dos componen-
tes de uma mistura a gua-acetona com sua fraça o em mol na fase de vapor. 
O desempenho do modelo e , ainda, comparado com o desempenho de  
outros modelos baseados em me todos de regressa o cla ssicos utilizados 
para solucionar o mesmo problema. Ao final do texto, e  apresentado o 
co digo PYTHON para a criaça o do modelo de rede neural discutido aqui. 
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Introdução 

Uma ana lise uni- ou multivariada tem por objetivo princi-
pal quantificar uma determinada propriedade de interes-
se utilizando modelos desenvolvidos a partir de dados 
que possuam alguma suposta correlaça o, mesmo que esta 
seja, a  priori, desconhecida. Em diversas a reas do conheci-
mento a modelagem de dados e  feita de forma corriqueira 
com o propo sito de associar varia veis independentes, tais 
como concentraço es, temperaturas e volumes, com      
respostas como velocidades de reaço es, absorba ncia, 
energia de reaça o. 
 
Dentro do conjunto de me todos e algoritmos disponí veis 
para a regressa o de dados, um dos mais populares, por 
sua simplicidade e excelente desempenho, e  o Método dos 
Mínimos-Quadrados. Este me todo permite modelar       
matematicamente uma curva minimizando a soma dos 
quadrados dos resí duos definidos pela diferença valor de 
referência – valor aproximado [1]. A equaça o final da    
curva ajustada e  definida pelo conjunto de para metros 
que melhor ajusta quadraticamente os dados aproxima-
dos dos de refere ncia, podendo assumir diferentes       
modelos como o linear, o polinomial, o logarí tmico, o   
exponencial etc. 

Um aspecto importante em comum nos modelos acima e  
que eles permitem descrever de maneira clara a relaça o 
entre as varia veis independentes-resposta atrave s da 
equaça o da curva ajustada pelos para metros beta. Isto e  
importante e necessa rio em casos em que se deseja     
realizar uma ana lise mais rigorosa de como cada termo 
do modelo matema tico contribui para a descriça o da  
referida relaça o informaça o-resposta. 
 
Assim como qualquer modelo, os exemplos acima      
apresentam limitaço es. Elas sa o inerentes a  simplicidade 
matema tica que na o permite, ocasionalmente, descrever 
com alto rigor preditivo as relaço es demasiadamente 
complexas entre as varia veis. Considere por exemplo 
uma soluça o na o-ideal de acetona e a gua para a qual se 
deseja ajustar a fraça o em mol da fase lí quida x1 de um 
dos componentes, a acetona por exemplo, em relaça o a  
sua fraça o em mol na fase de vapor y1 [2]. Observando as 
regresso es realizadas na Figura 1 constata-se que ajustes 
polinomial e logarí tmico sa o   limitados para descrever a 
relaça o existente entre essas duas varia veis.

Em casos como este, onde ha  margem para implementa-
ça o de um modelo melhor otimizado para dados de difí cil 
regressa o, os me todos baseados em machine learning ou 
aprendizado de máquina se mostram geralmente mais 
eficientes. O termo machine learning e  utilizado para se 
referir aos algoritmos capazes de “aprender” ou de “se 
auto otimizar” a partir dos dados de treinamento (ou da 
“experie ncia”). Dentre esses me todos, o das Redes       
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Neurais Artificiais e  considerado um dos mais populares, 
devido principalmente a  sua capacidade de aproximar 
universalmente qualquer funça o a qualquer conjunto de 
dados [3-11]. 
Redes neurais artificiais sa o modelos computacionais ins-

pirados no sistema nervoso de seres vivos [12]. Assim, 
essas redes podem ser definidas como um conjunto de 
unidades de processamento, caracterizadas por neurônios 
artificiais ou “nodes” (nós) que sa o interligados por       
diversas interconexo es (sinapses artificiais), sendo        
representadas matematicamente por vetores ou matrizes 
de pesos sina pticos. Essas interconexo es sa o prolongadas 
e reprogramadas atrave s de camadas dentro da estrutura 
da rede: 
 

 
 
 
 
 
(a) 
 
 
 
 

 
          
          (b) 
 
 
 
 
 
 
Na imagem 

Figura 1 – Ajuste polinomial:  
Y=-1080,2x6+2373,7x5-2007,8x4+828,8x3-
174,8x2+18,15x+0,021;  
Ajuste logarí tmico:  
Y= 0,1639 ln(x)+1,025;   
Erro me dio absoluto de 0,011 e 0,054 respectivamente. 

Redes neurais artificiais 

Figura 2 – (a) modelo de uma rede neural do tipo que na o 
opera em ciclos (feed forward); (b) ilustraça o de um u nico 

neuro nio orientado de maneira correspondente ao modelo.  

acima podemos observar a corresponde ncia entre uma 
rede neural artificial e um neuro nio biolo gico. Em uma 
rede neural, cada unidade de processamento ou cí rculo 
pertencente a (s) camada(s) interna(s) e  considerado um 
neuro nio. Cada neuro nio biologicamente recebe a infor-
maça o atrave s dos dendritos, processa a informaça o rece-
bida no corpo da ce lula e a envia atrave s do axo nio e das 
sinapses. A sua associaça o com a rede neural artificial 
ocorre a partir de uma combinaça o linear (vetor de     
pesos) de um conjunto de dados iniciais (vetor de dados), 
que e  transferida para cada neuro nio da  camada interna. 
Cada neuro nio artificial transforma os valores da combi-
naça o linear recebidos por meio de uma funça o matema -
tica denominada função de ativação, que avalia como a 
informaça o prossegue para a camada seguinte. As respos-
tas de cada neuro nio provenientes da funça o de ativaça o 
sa o combinadas linearmente empregando novamente um 
vetor de pesos e e  transferida para os demais neuro nios 
da camada seguinte. E  possí vel notar ate  aqui que o     
modelo acima, apesar de simples, pode assumir qualquer 
ní vel de complexidade desejada, dependendo do nu mero 
de unidades de processamento, ou seja, do número de 
neurônios e camadas internas que se queira utilizar. De 
fato, uma rede contendo duas camadas, por exemplo, po-
de aproximar qualquer funça o contí nua dentro de um 
domí nio relativamente compacto com qualquer valor 
arbitra rio de exatida o, desde que a estrutura da rede pos-
sua unidades internas (neuro nios e camadas internas) 
suficientes. 
 
Apesar de inicialmente ter se tornado popular como um 
algoritmo de classificaça o, as redes neurais artificiais 
tambe m sa o capazes de realizar regressa o uni- ou       
multivariada, sendo que esta u ltima demonstra o seu  
potencial sobre os demais me todos devido a  sua           
capacidade de manipular adequadamente grandes       
volumes de dados. Portanto, a vantagem da rede neural 
artificial como me todo de regressa o em comparaça o com 
os me todos acima esta  na sua capacidade autorregulato -
ria e na possibilidade de lidar satisfatoriamente com   
condiço es na o-lineares. A capacidade autorregulato ria se 
refere ao poder de adaptaça o e otimizaça o dos vetores de 
pesos sina pticos durante o treinamento do modelo. Esse 
aspecto torna-se nota vel principalmente considerando 
que um modelo de rede neural cla ssico pode conter     
milhares de pesos distribuí dos ao longo das camadas  
internas a depender do ní vel de rigor pretendido na    
previsa o ou dificuldade de aproximar uma soluça o para 
um determinado problema. Ja  o cara ter na o-linear adve m 
das funço es de ativaça o que transformam os valores   
recebidos dos neuro nios atrave s do processamento de 
cada um deles por uma funça o usualmente na o-linear, 
podendo assumir diversas formas: Sigmoid, ReLu(unidade 
linear retificada), tanh (tangente hiperbólica), como    
mostra a Figura 3, entre outras. 
 
A escolha pela melhor funça o de ativaça o a ser aplicada 
em cada camada esta  sujeita ao perfil de dados do proble-
ma [13]. Se o objetivo do modelo e  realizar uma classifi-
caça o bina ria, por exemplo, a funça o sigmoid e  uma boa 
opça o uma vez que resulta apenas em valores positivos 
entre 0 e 1. Se o objetivo, no entanto e  realizar uma     
regressa o cujos valores de saí da sa o todos maiores que 0, 
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a funça o ReLu pode ser a melhor opça o, enquanto para 
valores menores ou maiores que 0 a funça o tanh podera  
desempenhar melhor.  
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

(a) 
 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

(b) 
 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

(c) 
 

Matematicamente pode-se representar um modelo de 
regressa o baseado em rede neural artificial da seguinte 
forma: 
 
 
 
 
O conjunto de para metros w corresponde aos pesos    
sina pticos que sera o otimizados para minimizar o erro E
(w1, ... , wM) calculado como a soma do quadrado das dife-
renças entre o valor experimental ou de refere ncia da 
amostra zn e o respectivo valor calculado com a funça o yn

(w1, ... , wM). A formulaça o gene rica apresentada para a 
funça o modelo yn(w1, ... , wM) contempla tambe m as possí -
veis funço es de ativaça o empregadas no processamento 
dos dados, a ser exemplificado mais adiante. Por fim,   
assim como todo modelo de previsa o, o erro obtido sera  o 
indicativo do ní vel de otimizaça o de seus para metros ou 
ate  mesmo das limitaço es do modelo. Com isso, existem 
no contexto das redes neurais diversos algoritmos dispo-
ní veis para a otimizaça o dos para metros ou pesos w, al-
guns exemplos sa o: Retropropagação (Backpropagation)
[14], Algoritmo Genético (Genetic Algorithm - GA)[15], e 
Recozimento Simulado (Simulated Annealing)[16]. 
 

O algoritmo gene tico e  um procedimento empregado na 
busca ou otimizaça o de processos e utiliza a estrate gia 
empregada por processos evolutivos [17] cuja principal 
caracterí stica e  a rapidez com que estes mudam com o 
tempo, distinguindo-os dos algoritmos esta ticos tradicio-
nais. Dada uma funça o objetiva, ou no contexto das redes 
neurais uma função erro, o vetor ou conjunto de para me-
tros o timos que minimiza essa funça o e  obtido iterativa-
mente por meio da combinaça o ou cruzamento dos     
conjuntos de para metros N com melhor desempenho 
(maior fitness1) ao final da computaça o da funça o erro. 
Em termos pra ticos:  
 
1– O algoritmo e  inicializado com a geraça o de conjuntos 
de para metros que permitira o o ca lculo do  valor da    
funça o erro. 
 
2- Realiza-se o cruzamento em que os valores para cada 
para metro sa o reorganizados ou combinados para dar 
origem ao mesmo nu mero de para metros, ou genes neste 
contexto, produzindo o que se  denomina de pro xima  
geraça o. 
 
3- O processo se repete a partir dos indiví duos da nova 
geraça o que agora sa o considerados como populaça o  
inicial. 
 
Tre s aspectos sa o centrais na implementaça o das tre s 
etapas apresentadas acima. Sa o eles: o me todo de escolha 
dos membros de cada geraça o a realizar o cruzamento, a 
escolha do me todo de cruzamento e o crite rio de conver-
ge ncia. Existem diversas formas de realizar a seleça o dos 
membros de cada geraça o. Algumas dessas formas sa o 
ta o intuitivas quanto “selecionar apenas os membros com 
melhor resultado” enquanto outras permitem levar em 

Figura 3 – Exemplos de funço es de ativaça o empregadas   
sobre as camadas em uma rede neural. Cada valor de x recebi-
do pelo neuro nio e  transformado e repassado adiante na   

Algoritmo genético 

________________________________________________________________ 

1 No contexto do algoritmo gene tico, o termo fitness generaliza a ideia 
de performance (i.e. menor, valor da funça o erro) para problemas de 
maximizaça o e minimizaça o de funço es. 
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conta o espaço de possibilidades de forma mais flexí vel. 
Alguns dos me todos de seleça o de membros para o  cruza-
mento2 esta o listados a seguir juntamente com uma breve 
descriça o de cada um em sua respectiva nota de rodape : 
torneio3, roleta4 e elitista5.  
 
Sabe-se que cada membro representa um conjunto de 
para metros que, no contexto das redes neurais, corres-
ponde aos para metros ou pesos dessa rede. Podemos en-
ta o considerar d = [w1, w1, w1, ... wn] como um membro 
“descendente” com para metros w1, w1, w1, ... wn oriundos 
do cruzamento de dois membros (parentes) da geraça o 
anterior. Para tanto, e  preciso definir de que maneira se-
ra o combinados os para metros dos membros parentes 
para obter os para metros de d. A seguir esta o listadas 
algumas formas conhecidas de se realizar esse cruzamen-
to e, na Tabela 1, esta o contidas descriço es de cada um 
desses me todos: cruzamento “achatado” (Flat crossover) 
[18], cruzamento simples (Simple crossover) [19], cruza-
mento aritme tico (Arithmetic crossover) [20], cruzamen-
to discreto (Discrete crossover) [21] e cruzamento BLX-α 
[22]. Os subscritos e sobrescritos na tabela abaixo corres-
pondem respectivamente ao para metro e ao parente ou 
descendente, e di corresponde ao gene ou para metro i do       

Crossover 
achatado 

di=wi1+ri(wi2-wi1), se wi1-wi2 
Sendo 0<ri<1 obtido 
aleatoriamente  

Crossover 
simples 

d1=(w11,...,wi1, w(i+1)2,...,wn2) 
d2=(w12,...,wi2, w(i+1)1,...,wn1) 

Sendo i ∈ {1,2,...n-1} 
obtido aleatoria-
mente para gerar 
dois      descenden-
tes  

Crossover 
aritme tico 

di1=rwi1+(1-r)wi2 
di2=rwi2+(1-r)wi1 

Sendo -0,5≤ r ≤0,5 
obtido aleatoria-
mente para gerar 
dois      descenden-
tes  

Crossover 
discreto 

di=wi1   ou   di=wi2  
di e  aleatoriamente 
escolhido a partir do 
conjunto {wi1, wi1}  

BLX-α w(min)-αI≤di≤w(max)+αI 

di e  aleatoriamente 
obtido a partir do 
intervalo a  esquer-
da, onde w(max) = 
max(wi1, wi2), w(min) 
= min(wi1, wi2), I = w
(max) – w(min) e α = 0,5 
ou outro valor oti-
mizado empirica-
mente.  

Tabela 1 – Diferentes formas de calcular cada um dos         
para metros do vetor descendente. 

________________________________________________________________ 

2 Do ingle s, crossover. 
3 Do ingle s, Tournament. Uma amostra aleato ria com N indiví duos da 
populaça o e  isolada. Dentro dessa amostra, o membro com melhor 
ajuste e  selecionado para o cruzamento. 
4 Do ingle s, Roulette wheel. Cada membro i tem uma probabilidade de 
ser selecionado para o cruzamento. Essa probabilidade e  uma funça o da 
performance do seu ajuste. 
5 Os membros sa o ordenados de acordo com seu ajuste. Os melhores N 
membros sa o selecionados para o cruzamento. Membros de geraço es 
anteriores tambe m sa o utilizados. 
6 Os me todos foram selecionados apenas como exemplos e na o sa o 
necessariamente os o timos.  

membro descendente d.  
 
Para exemplificar, considere a busca pelo mí nimo da fun-
ça o representada pelo polino mio: y = 3w12 -6w2 + w2 sen-
do w1, w2, w3 os para metros a serem determinados. A ini-
cializaça o do processo de otimizaça o ocorre com a escolha 
de valores aleato rios para os para metros w em uma     
pequena populaça o com 4 membros (nu mero de         
membros escolhido arbitrariamente). Temos aqui, enta o, 
4 conjuntos de para metros [w1, w2, w3] possí veis. Substi-
tuindo os para metros do polino mio acima pelos valores 
dos para metros de um desses membros, obtermos o seu 
respectivo valor de y, ou no contexto do algoritmo gene ti-
co, o seu ajuste (fitness). Aqui e  importante reforçar que o 
ajuste de um membro e  a medida do qua o bom e  o seu 
desempenho, de modo que a partir desse valor o usua rio 
possa ranquear os membros e enta o selecionar para o 
cruzamento aqueles com as melhores performances. E  
fa cil ver, assim, que os membros posicionados no topo do 
ranking podem ser os que apresentarem o maior ou     
menor valor de y a depender do problema em questa o, 
isto e , maximizaça o ou minimizaça o da funça o respectiva-
mente.  
 
Como proposto acima, considere neste momento que de-
sejamos minimizar a funça o polinomial dada e, para tal, 
calculamos o valor do ajuste para cada um dos 4 membros 
gerados acima para a inicializaça o do procedimento. Utili-
zando o me todo de seleça o elitista (referir a nota de roda-
pe  anterior) e o me todo de cruzamento discreto (veja a 
Tabela 1)6 cria-se uma populaça o a partir dos descenden-
tes desses 4 membros (Tabela 2). Aqui, a nova população 
ira  considerar tambe m o ajuste da geraça o ou populaça o 
anterior na classificaça o final dos ajustes (do melhor ao 
pior). 
 
Em problemas pra ticos a populaça o inicial e  gerada com 
dezenas ou ate  mesmo centenas de indiví duos. Os indiví -
duos que apresentarem melhor resultado no tocante a  
funça o erro sa o utilizados na etapa (2) de cruzamento, 
sendo seus respectivos valores para cada para metro sa o 
combinados para dar origem a  pro xima geraça o. Um co-
nhecimento pre vio das caracterí sticas do problema em 
questa o pode auxiliar na escolha dos me todos de seleça o e 
cruzamento mais apropriados. Mas estes sa o mais segura-
mente identificados por meio de tentativa e erro.  
 
Um outro elemento importante no AG e  a mutação, cuja 
finalidade e  prover uma fonte de variabilidade aos para -
metros de modo a evitar mí nimos locais [15]. A mutaça o 
ocorre com uma probabilidade pre -estabelecida, sendo 
importante notar que se a probabilidade for muito peque-
na, a mutaça o raramente acontece e o algoritmo converge 
mais rapidamente sem, consequentemente, explorar o 
mí nimo global. Por outro lado, se a probabilidade for mui-
to grande, o algoritmo levara  muito mais tempo para con-
vergir, podendo conferir um custo computacional muito 
maior. Alguns me todos de mutaça o sa o apresentados na 
Tabela 3. Finalmente, a converge ncia e  considerada obtida 
quando o ajuste na o continua a melhorar apo s um nu mero 
pre -determinado de geraço es; este nu mero tende a de-
pender do problema em questa o, sendo 3 e 5 os nu meros 
comumente usados. 
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N w1 w2 w3 fit.  Cruz. Cruz. N w1 w2 w3 fit.   
Nova 
popu-
lação 

x1 x2 x3 fit. 

1 -0,01 1,35 -0,42 -8,52  1 2 5 -0,01 0,65 -0,42 -4,32   7 -0,08 1,7 -0,42 -10,6 

2 1,47 0,65 -0,11 2,47  2 3 6 -0,08 0,65 0,11 -4,00   3 -0,08 1,70 0,25 -9,93 

3 -0,08 1,70 0,25 -9,93  3 1 7 -0,08 1,7 -0,42 -10,6   1 -0,01 1,35 -0,42 -8,52 

4 1,12 0,40 -0,91 5,25                   5 -0,01 0,65 -0,42 -4,32 

Tabela 2 – Esquema simplificado do fluxo de otimizaça o caracterí stico do Algoritmo Gene tico (AG). Uma populaça o e  iniciada com 
um nu mero N de indiví duos. Os melhores indiví duos (de acordo com a funça o erro) sa o cruzados para dar origem a pro xima       
geraça o. Os melhores indiví duos dessa nova geraça o sa o cruzados dando prosseguimento a otimizaça o ate  a converge ncia ser     
obtida. 

Tabela 3 – Me todos de mutaça o comumente utilizados no Algoritmo Gene tico (AG).  

0 0 1 1 0 1 0 0 0 1   0 0 1 1 0 1 1 0 0 1 Troca de bit 

0 1 2 3 4 5 6 7 8 9   0 6 2 3 4 5 1 7 8 9 Troca 

0 1 2 3 4 5 6 7 8 9   0 1 3 6 4 2 5 7 8 9 Embaralhamento 

0 1 2 3 4 5 6 7 8 9   0 1 2 3 8 7 6 5 4 9 Inversão 

Recozimento simulado 

O recozimento ou annealing no campo da cie ncia dos ma-
teriais e  o termo utilizado para se referir ao processo de 
fundiça o de um metal quando este e  aquecido a uma alta 
temperatura e, enta o, e  resfriado lentamente para a ob-
tença o de uma massa homoge nea [16]. Nesse processo, 
substa ncias fí sicas passam de um estado de alta energia 
para um estado de baixa energia. Analogamente, no con-
texto da otimizaça o de modelos esse feno meno equivale a 
diminuir o erro ou a “energia” do modelo. No caso dos 
materiais, um olhar microsco pico sobre esses sistemas 
ira  revelar que, em virtude da alta temperatura, estados 
de maior energia tambe m podem ser ocupados por al-
guns a tomos com uma dada probabilidade. Esse aspecto 
tambe m e  ana logo a estabelecer uma probabilidade para 
que um ajuste que leve ao aumento da funça o erro possa 
ser aceito durante o processo de otimizaça o. Essa fonte 
de variabilidade adicional flexibiliza os passos da busca 
de modo a evitar mí nimos locais. Se esse “resfriamento” 
ou otimizaça o ocorre de forma lenta, estudos mostram 
que a estrutura final tende a ser a de menor ‘energia’ ou 
erro [23].  
 
Na pra tica, o Recozimento Simulado e  utilizado sempre 
que se suspeita que se esteja em um mí nimo local ou para 
confirmar que se esta  em um mí nimo absoluto. O algorit-
mo e  muito simples e necessita de poucos passos: 
 
1 - Inicializaça o com valores aleato rios dos para metros a 
serem otimizados.  
 
2 - Definir uma alteraça o ou perturbaça o cuja ordem de 
grandeza e  determinada pelo usua rio. Se o erro do novo 

passo e  menor que o do anterior o passo e  aceito. Pore m, 
se o valor do erro referente ao novo passo for maior do 
que o valor do anterior, o algoritmo podera  permitir a 
permane ncia desse novo passo mediante uma probabili-
dade determinada pelo crite rio de Metropolis(1). Desse 
modo, uma funça o de probabilidade P comumente utili-
zada para definir se o passo sera  ou na o aceito e  a funça o 
do tipo Boltzmann: 
 
 
 
em analogia a  distribuiça o de Boltzmann7:  
 
Sendo assim, se P for maior que um nu mero selecionado 
aleatoriamente no intervalo [0,1], o passo sera  aceito 
mesmo que sua ‘energia’, f(w+passo), seja maior que a 
‘energia’ do estado anterior, f(w). 
 
3 - A cada etapa n  de ‘resfriamento’, um total de i  itera-
ço es sa o realizadas de modo que seja alcançado o equilí -
brio te rmico a quela temperatura; a temperatura Tn e  en-
ta o reduzida por meio de um fator α de acordo com:    
Tn+1 = αTn. Quanto menor a temperatura T menor a pro-
babilidade de um passo com erro maior ser aceito 
(Figura 4). Sendo assim, quando T→0  o algoritmo se 
comporta como um gradiente descendente tradicional
(detalhado mais adiante).  
 

_________________________________________________________________ 

7 Distribuiça o de Boltzmann, utilizada para calcular a probabilidade Pi de 
um sistema se encontrar no estado i sendo que este possui energia ϵi; k e  
a constante de Boltzmann.  
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4 - A converge ncia e  obtida quando na o ha  mais variaça o 
na funça o objetiva. 
 

Backpropagation ou retropropagação, termos geralmente 
utilizados como abreviaça o para “backward propagation 
of errors”, e  um algoritmo de aprendizado supervisionado 
desenvolvido para a otimizaça o de Redes Neurais Artifici-
ais (ANNs). Este algoritmo opera juntamente com o me to-
do de gradiente descendente para otimizar as ANNs. O 
gradiente descendente, por sua vez, e  implementado a 
partir do gradiente da funça o objetiva, o qual e  definido 
pelo conjunto das derivadas parciais da funça o objetiva 
com relaça o aos para metros em otimizaça o. Os gradientes 
sa o utilizados para orientar a direça o e tamanho dos 
“passos” a serem tomados pelos para metros. Se o objetivo 
e  a minimizaça o, o passo e  dado em direça o oposta ao  
gradiente (i.e. gradiente descendente) e se o objetivo e  a 
maximizaça o da funça o, o passo e  dado na direça o do   
gradiente (i.e. gradiente ascendente). 
 
O ca lculo desse gradiente e  realizado partindo-se da     
u ltima camada e indo em direça o a  primeira, ou seja, de 
tra s para a frente, daí  o termo (back) - retro propagaça o. 
Desse modo, o gradiente parcial da camada seguinte e  
utilizado para se computar o gradiente da camada anteri-
or atrave s da conhecida regra da cadeia: 

Figura 4 – Representaça o do processo de otimizaça o realiza-
do atrave s do me todo Recozimento Simulado. A cada conjunto 
de iteraço es a temperatura T e  abaixada, reduzindo as chan-
ces de um passo de maior valor da funça o objetiva ser aceito. 

Backpropagation 

Figura 5 – Esquema de como sa o computados os gradientes 
da funça o erro em relaça o a  cada uma das camadas utilizando 
backpropagation. O gradiente e  usado posteriormente para a 
determinaça o dos novos valores de cada um dos pesos de 
maneira iterativa. 

A finalizaça o da retropropagaça o e  alcançada quando se 
define o gradiente da funça o objetiva em relaça o aos    
para metros da camada mais distante dessa funça o, isto e , 
a primeira camada da rede, W1 (Figura 5). Desse modo, 
definimos enta o para a rede acima os seguintes gradien-
tes da funça o erro em relaça o a cada um dos conjuntos de 
para metros utilizando a regra da cadeia das derivadas: 
 
 
 
 
 
 
 
Embora os tre s me todos exemplificados acima possuam o 
mesmo objetivo, isto e , a determinaça o dos valores o timos 
para os para metros w atrave s da minimizaça o de uma 
função-custo ou função objetiva, geralmente o erro médio 
ou o erro absoluto, eles apresentam diferenças fundamen-
tais quanto a  forma com que esses valores o timos sa o 
“procurados”.  
 
Enquanto no algoritmo backpropagation a busca e  realiza-
da empregando adaptaço es do me todo de gradiente     
descendente cla ssico, no Algoritmo Gene tico e no Recozi-
mento Simulado sa o empregados me todos heurí sticos 
[24] na busca pelo ponto o timo no espaço de n dimenso es 
constituí das pelos n para metros do modelo. Dessa forma, 
o backpropagation corresponde a um me todo mais       
eficiente na procura local pelos para metros o timos, ou 
seja, melhor resultado na regia o pro xima de onde os para -
metros foram inicializados, enquanto os   demais me todos 
de otimizaça o sa o desenvolvidos para apresentar melhor 
desempenho na busca global desses para metros em espa-
ços de busca na o-convexos.  
 
De modo geral, o me todo backpropagation e  considerado 
o mais tradicional para o treinamento das redes neurais 
devido a: 1) simplicidade e facilidade em programa -lo, 2) 
na o possuir para metros que precisam ser pre -otimizados 
para o funcionamento do algoritmo, 3) ser flexí vel, visto 
que na o e  necessa rio nenhum conhecimento pre vio sobre 
a rede a ser otimizada, 4) historicamente funcionar bem 
em problemas para os quais modelos baseados em ANNs 
sa o desenvolvidos, e 5) na o necessitar de nenhuma      
informaça o sobre as caracterí sticas da funça o a ser       
otimizada.  
 
Uma vez obtidos os gradientes da funça o erro em relaça o 
a cada um dos pesos w, o pro ximo passo e  utiliza -los para 
recalcular os pesos de modo a prosseguir com a minimiza-
ça o da funça o erro computada pela rede neural. Nesse 
sentido, existem na literatura diversas propostas de     
algoritmos para a implementaça o do gradiente da funça o 
objetiva em me todos de minimizaça o baseados em       
gradiente descendente: AdaGrad [25], RMSProp [26], 
SGDNesterov [27], AdaDelta [28], ADAM [29], etc. Dentre 
eles, o algoritmo ADAM (Adaptive Moment Estimation ou 
Estimador de Momento Adaptativo) tem recebido notorie-
dade pelo seu desempenho na a rea de Aprendizagem Pro-
funda (Deep Learning) sobretudo em relaça o as demais 
opço es de   algoritmos mencionados [30]. 
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Na publicaça o original [29] foi demonstrada a eficie ncia 
do ADAM em relaça o aos demais algoritmos quanto as 
expectativas das ana lises teo ricas. Um dos testes realiza-
dos incluiu a otimizaça o de redes neurais do tipo proces-
samento progressivo (feed foward) para a classificaça o de 
imagens de dí gitos escritos a  ma o quanto ao valor escrito 
em cada uma dessas imagens. As concluso es dos autores 
sa o de que “[...] utilizando modelos e conjuntos de dados 
grandes, o ADAM pode resolver problemas práticos de 
Aprendizagem Profunda, sendo comparativamente superi-
or em relação a outros métodos estocásticos [9] de otimiza-
ção”. 
 

O ADAM utiliza a ideia de momento8 inspirado no concei-
to fí sico para definir e adaptar as taxas de aprendizado de 
cada um dos para metros ou pesos  durante  o processo de 
otimizaça o. Mais precisamente, dois momentos sa o       
empregados para realizar essa adaptaça o que e , assim, 
feita em dois ní veis diferentes: 
 
    (1º momento)  
 
    (2º momento)  
 
Em que o subscrito t e  um nu mero inteiro e indica a     
iteraça o correspondente e gt e  o gradiente nessa iteraça o 
t da função objetiva em relaça o aos para metros a serem 
otimizados. Os termos β1 e β2  sa o os hiperpara metros do 
algoritmo e controlam como os momentos se movem ao 
longo do tempo. Os valores mais comuns para esses dois 
hiperpara metros, por apresentarem melhores resultados 
historicamente, sa o 0,9 e 0,99 respectivamente. Esses 

ADAM 

Figura 6 – Comparaça o do ADAM com os demais algoritmos 
de otimizaça o no treinamento de uma rede neural com mu lti-
plas camadas para a classificaça o de dí gitos manuscritos. A 
imagem foi retirada do trabalho original “Adam: A Method for 
Stochastic Optimization”, 2015.  

valores sa o praticamente fixos e muito raramente sa o 
alterados. Os termos mt e vt correspondentes aos momen-
tos sa o tambe m conhecidos como médias em movimento, e 
sa o utilizadas para atualizar o vetor de para metros θ do 
modelo como a seguir: 
 
 
 
 
Em que α corresponde a taxa de aprendizado, ϵ = 10-8 e  
considerado o timo para balancear a mudança na taxa de 
aprendizado α.  
 
Os termos                  e           
 
sa o as me dias em movimento descritas anteriormente 
corrigidas para o vie s ou bias conforme a seguir: 
 
 
 
 
 
 
 
Finalmente, as iteraço es sa o continuadas com a recorren-
te atualizaça o dos pesos (equaça o utilizada para atualizar 
o vetor de para metros θ, descrita acima) ate  a funça o ob-
jetiva alcançar um mí nimo apo s t iteraço es. 
 

Pode-se agora verificar a aplicabilidade de um modelo 
baseado em uma rede neural no problema de regressa o 
introduzido no iní cio deste texto, isto e , o ajuste da fraça o 
em mol na fase de vapor da acetona y1 utilizando como 
dados de entrada a sua fraça o em mol na fase lí quida x1. 
Pode-se enta o comparar os resultados obtidos com os 
modelos polinomial e logarí tmicos ja  experimentados e 
mostrados na Figura 1. Nesse caso sera  utilizado o        
me todo backpropagation como me todo de otimizaça o ou 
treinamento da rede, enquanto o ADAM sera  utilizado 
para processar os gradientes obtidos para recalcular os 
pesos a cada iteraça o. A rede proposta (Figura 7) foi de-
senvolvida manualmente (hard coded) utilizando a lingua-
gem de programaça o PYTHON; o co digo para o modelo 
esta  apresentado no final deste texto. A rede possui duas 
camadas internas contendo 4 e 8 neuro nios respectiva-
mente. Em ambas as camadas internas foi empregada a 
funça o de ativaça o tangente hiperbo lica. Tambe m foram 
adicionados termos de soma conhecidos como bias (B1, 
B2 e B3) em cada uma das camadas para introduzir uma 
flexibilizaça o adicional a  otimizaça o do modelo. 
 

 
Os pesos do modelo acima foram inicializados com valo-
res aleato rios no intervalo [-1,1], enquanto os hiperpara -
metros para o ADAM foram inicializados como menciona-
do anteriormente:  = 0,001,  = 1.10-8, β1 = 0,9 e               
β2 = 0,999. Apo s um total de 50.000 iteraço es ou “epochs” 

_______________________________________________________________ 

8 O conceito fí sico de momento p tambe m pode ser definido como 
“massa em movimento”. E  dado pelo produto da massa pela velocidade: 
p = mv  

De volta à solução não-ideal acetona-água 
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foi possí vel obter um erro me dio absoluto (EMA) de 
0,0011, valor muito inferior ao erro apresentado pelos 
modelos experimentados anteriormente (Figura 8). 

 
 
 
    
   (a) 
 
 
 
 
 
 

 
 
 
 
         
          (b) 
 
 
 
 
 

 

Figura 7 – Modelo de rede neural empregado para a previsa o 
da pressa o de vapor da acetona na mistura acetona-a lcool. No 
modelo acima x1 e  a fraça o molar de acetona na fase lí quida, 
W1, W2, W3 sa o as matrizes de pesos e B1, B2, B3 sa o os termos 
somados (biases) somados a s suas respectivas camadas para 
flexibilizar o modelo e saída e  o valor previsto para a fraça o 
molar da acetona na fase de vapor y1.  

Figura 8 – Comparaça o do ajuste do modelo ANN (a) com os 
ajustes dos demais modelos (b) apresentados na Figura 1. Erro 
me dio absoluto de 0,0011, 0,011 e 0,054 respectivamente.  

Embora os modelos matema ticos cla ssicos tenham domi-
nado o campo da quí mica durante muito tempo no tocan-
te a  soluça o de problemas de regressa o, o surgimento de  
novas ferramentas de modelagem, sobretudo no campo 
do Deep Learning, tem preenchido lacunas deixadas por 
estes modelos tradicionais, ao mesmo tempo em que ve m 
viabilizando a modelagem de problemas muito mais com-
plexos e atuais dentro da quí mica, tais como: design de 
fa rmacos [31-33], descoberta de novos compostos [34-
36], dina mica molecular [37,38] e quí mica qua ntica [39-
41] sa o algumas da s a reas que mais te m explorado a apli-
cabilidade do machine learning na soluça o de problemas 
de difí cil acesso por meio de me todos cla ssicos.  
 
Devido a sua alta capacidade de representar funço es dos 
mais variados tipos, as redes neurais ve m ganhando cada 
vez mais espaço dentro do escopo do Deep Learning na 
soluça o de problemas que envolvem o ajuste de funço es 
de difí cil regressa o e/ou a modelagem de funço es analiti-
camente desconhecidas. E  importante mencionar, no en-
tanto, que o poder de generalidade das redes neurais ad-
ve m da complexidade matema tica introduzida por este 
modelo, que escala rapidamente com a adiça o de mais 
nodes (neuro nios) e mais camadas internas. Em outras 
palavras, aumentando-se a complexidade do modelo    
obte m-se uma maior exatida o, mas, ao mesmo tempo, se 
torna cada vez mais difí cil fazer suposiço es a respeito das 
caracterí sticas da funça o que esta  sendo aproximada. Por 
essa raza o, modelos de redes neurais sa o frequentemente 
associados a  ideia de “caixa-preta”, isto e , embora seja 
possí vel construir manualmente uma rede neural, torna-
se muito difí cil analisar o modelo gerado frente a grande 
quantidade de pesos ou para metros empregados. A impli-
caça o pra tica e  que o modelo pode realizar a previsa o 
‘correta’, mas e  muito difí cil entender como ele o faz. 
 
Apesar da dificuldade de se acessar o modelo se configu-
rar em uma limitaça o das redes neurais, ela na o deve ser 
confundida com a capacidade deste modelo de ser expres-
so matematicamente, independentemente do seu ní vel de 
complexidade. De fato, todos os modelos gerados podem 
ser representados em uma u nica equaça o escrita em ter-
mos dos pesos w empregados e conhecidos durante todo 
o processo de treinamento ou otimizaça o. A equaça o  
abaixo, por exemplo, aproxima [9] atrave s da rede neural 
criada anteriormente a funça o analí tica que relaciona       
x1 e y1.  

Conclusão 
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Apêndice 

Código Python (versão 3.8) para a criação e treinamento do modelo de rede neural  
referente ao sistema acetona-água apresentado  

Para fins de simplificação as derivadas para o cálculo do gradiente foram computadas de maneira numérica utilizando o 
método da derivada simétrica 
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